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Zusammenfassung

Fortschritte in der Bildungstechnologie sowie auf dem Gebiet der künstlichen Intelli-
genz (KI) ermöglichen die Entwicklung personalisierter und adaptiver Lernumgebun-
gen. Das Ziel dieses Beitrags ist es, einen Überblick über aktuelle Forschungsbeiträge
zu personalisierten und adaptiven Lernumgebungen sowie deren Potenziale für On-
lineweiterbildungen zu geben. Da Forschungsbeiträge zu personalisierten und adap-
tiven Lernumgebungen für die Onlineweiterbildung nur vereinzelt vorliegen, werden
empirische Befunde aus der Hochschulforschung auf die Forschung und Praxis von
Onlineweiterbildungen übertragen. Dabei wird herausgearbeitet, welche Indikatoren
(z. B. kognitive Fähigkeiten, Vorwissen) wichtige Informationen über Lernverhalten
preisgeben und daher für die Vorhersage und gezielte Unterstützung von Lernprozes-
sen verwendet werden sollten. Herausforderungen für die Entwicklung personalisier-
ter und adaptiver Lernumgebungen für die Onlineweiterbildung werden diskutiert.

Schlagworte: Onlineweiterbildung; adaptive Lernumgebung; Learning Analytics;
künstliche Intelligenz

Abstract

Advances in educational technology and artificial intelligence (AI) enable the develop-
ment of personalized and adaptive learning environments. The aim of this chapter is to
provide an overview of recent research contributions on personalized and adaptive
learning environments and their potentials for online further education. Since research
on personalized and adaptive learning environments for online further education is
scarce, empirical findings from higher education research are applied to research and
practice of online further education. We elaborate which indicators (e. g., cognitive abili-
ties, prior knowledge) reveal important information about learning behavior and should,
therefore, be used to predict and specifically support learning processes. Challenges for
the development of personalized and adaptive learning environments for online further
education are discussed.

Keywords: online further education, adaptive learning environment, learning
analytics, artificial intelligence



1 Einleitung

Aufgrund der fortschreitenden Digitalisierung und Globalisierung befindet sich die
moderne Arbeitswelt in einem ständigen Wandel. Arbeitnehmende müssen sich per-
manent neuen Herausforderungen stellen sowie an Veränderungen anpassen, um
den Arbeitsanforderungen gerecht zu werden (Manuti, Pastore, Scardigno, Gian-
caspro & Morciano 2015; Tynjälä 2008). Lebenslanges Lernen und Weiterbildung sind
daher für Arbeitnehmende sowie für Unternehmen unabdingbar, um erforderte
Kompetenzen zu erwerben und in der schnelllebigen Arbeitswelt Schritt halten zu
können (Ifenthaler, 2018). Traditionelle Weiterbildungsangebote, die meist in Form
formaler Präsenzschulungen außerhalb des Arbeitsplatzes stattfinden, sind dabei je-
doch häufig nicht flexibel genug, um den sich ständig ändernden Arbeitsanforderun-
gen gerecht zu werden (Manuti et al., 2015; Schumacher, 2018). Darüber hinaus neh-
men Arbeitnehmende mit unterschiedlichen Erwartungen an Weiterbildungen teil und
verfügen über unterschiedliche Vorkenntnisse, Fähigkeiten und Bedürfnisse. Die Be-
rücksichtigung dieser unterschiedlichen Voraussetzungen und Bedürfnisse der Ler-
nenden ist in traditionellen Präsenzschulungen, die eine One-size-fits-all-Strategie ver-
folgen, nur schwer möglich (Fake & Dabbagh, 2020; Kinshuk, 2016).

Vor diesem Hintergrund wird das Potenzial digitaler Medien und Technologien
für Weiterbildungsangebote deutlich. Fortschritte in der Bildungstechnologie sowie
auf dem Gebiet der künstlichen Intelligenz (KI) ermöglichen die Entwicklung perso-
nalisierter und adaptiver Lernumgebungen. Wenn Lernende in digitalen Lernumge-
bungen interagieren, hinterlassen sie Datenspuren, die nützliche Einblicke in das
Lernverhalten und den Lernprozess liefern können (Long & Siemens, 2011). Mithilfe
dieser Datenspuren sowie spezieller Methoden der KI kann das Lernangebot kontinu-
ierlich an die individuellen Voraussetzungen und Bedürfnisse der Lernenden sowie
an die aktuellen Arbeitsanforderungen angepasst werden (Xie, Chu, Hwang & Wang,
2019; Zawacki-Richter, Marín, Bond & Gouverneur, 2019).

Trotz ihres vielversprechenden Potenzials sind personalisierte und adaptive Lern-
umgebungen in der Onlineweiterbildung kaum implementiert (Giacumo, Villachica &
Breman, 2018; Xie et al., 2019). Obwohl digitale Medien und Technologien in der beruf-
lichen Weiterbildung immer mehr Einsatz finden (Ifenthaler, 2018), stehen Online-
weiterbildungsangebote häufig nur als statisches Gesamtpaket zur Verfügung und ah-
men damit die One-size-fits-all-Strategie von traditionellen Präsenzschulungen nach
(Fake & Dabbagh, 2020). Eine Herausforderung bei der Gestaltung personalisierter
und adaptiver Lernumgebungen liegt in der Identifikation zuverlässiger Indikatoren
(z. B. soziodemografische Merkmale, kognitive Fähigkeiten, Vorwissen), nach denen
die Lernumgebung mithilfe spezieller Algorithmen personalisiert und angepasst wer-
den soll (Plass & Pawar 2020a; Yau & Ifenthaler, 2020). Indikatoren sind Variablen, in
denen sich Lernende unterscheiden und die einen relevanten Einfluss auf Lernpro-
zesse und Lernerfolg ausüben können (Plass & Pawar, 2020a). Forschungsbeiträge zur
Identifikation zuverlässiger Indikatoren für die Onlineweiterbildung liegen bislang
nur vereinzelt vor (Seufert, Guggemos & Ifenthaler 2021; Xie et al., 2019). Ziel dieses
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Beitrags ist es daher, aktuelle Forschungsbeiträge aus dem Bereich der Hochschulbil-
dung auf die Onlineweiterbildung zu übertragen. Nach einer Einführung in das Kon-
zept des personalisierten und adaptiven Lernens sowie einem Überblick über den ak-
tuellen Stand der Forschung und empirischen Evidenz zu personalisierten und
adaptiven Lernumgebungen in der Hochschulbildung soll dabei speziell diskutiert
werden, wie zuverlässige Indikatoren für personalisierte und adaptive Lernumgebun-
gen für Onlineweiterbildung identifiziert werden können und welche Herausforde-
rungen sich daraus ergeben.

2 Personalisiertes und adaptives Lernen

Die beiden Bezeichnungen personalisiertes Lernen und adaptives Lernen werden in
der Literatur häufig synonym verwendet und meist nicht klar voneinander abgegrenzt.
Nur wenige Forschende definieren die beiden Bezeichnungen getrennt voneinander
(Xie et al., 2019). Dabei bezeichnet personalisiertes Lernen die Anpassung des Lernan-
gebots an die individuellen Voraussetzungen und Bedürfnisse (z. B. Erwartungen, Vor-
kenntnisse, Fähigkeiten, Präferenzen, Lernstrategien) der Lernenden. Personalisiertes
Lernen beinhaltet somit eine Variation der Lerninhalte und -materialien sowie der pä-
dagogischen Methoden und Tools zwischen den Lernenden. Ziel des personalisierten
Lernens ist es, das Lernen effizienter zu gestalten, indem Lernende ein auf ihre Person
möglichst optimal zugeschnittenes Lernangebot erhalten (Fake & Dabbagh, 2020; U. S.
Department of Education, 2017). Personalisiertes Lernen war schon lange vor dem Auf-
kommen KI-basierter Technologien von Interesse für Bildungsforschende (Plass & Pa-
war, 2020a). So kann die Personalisierung beispielsweise auch durch die Lehrperson
oder die Lernenden selbst vollzogen werden und ist nicht zwingenderweise an den
Einsatz KI-basierter Technologien geknüpft (Fake & Dabbagh, 2020).

Die meisten Definitionen zu adaptivem Lernen fokussieren hingegen auf die
Analyse großer Mengen an Bildungsdaten (Big Data) sowie den Einsatz KI-basierter
Technologien zur Anpassung des Lernangebots an individuelle Voraussetzungen und
Bedürfnisse. Dementsprechend kann adaptives Lernen als personalisiertes Lernen,
das mithilfe KI-basierter Technologien umgesetzt wird, bezeichnet werden (Aleven,
McLaughlin, Glenn & Koedinger, 2017; Peng, Ma & Spector, 2019; Plass & Pawar,
2020b). Obwohl die Wirksamkeit KI-basierter Technologien hinsichtlich Lernerfolg
(z. B. Abschließen des Kurses, Erreichen der Lernziele, guter Notendurchschnitt) nur
unzureichend erforscht ist (Ifenthaler & Yau, 2020), bieten KI-basierte Technologien
gegenüber einer Personalisierung durch die Lehrperson oder die Lernenden selbst
einige Vorteile. So können mithilfe KI-basierter Technologien sowohl statische indivi-
duelle Merkmale als auch sich ständig ändernde Informationen kontinuierlich erho-
ben und analysiert werden, um in nahezu Echtzeit Änderungen am Lernangebot vor-
zunehmen und Lernen dadurch zu unterstützen (Ifenthaler, 2015; Xie et al., 2019).
Menschliche Lehrpersonen verfügen wohl kaum über die notwendigen Ressourcen,
um den Lernprozess der einzelnen Lernenden kontinuierlich zu überwachen und den
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Unterricht entsprechend anzupassen sowie auf einzelne Lernende individuell einzu-
gehen. Lernende verfügen nicht immer über die entsprechenden Kompetenzen, um
geeignete Lernmaterialien selbst auszuwählen (Ebner, Neuhold & Schön, 2013; Kins-
huk, 2016).

Sowohl personalisiertes als auch adaptives Lernen zielen somit auf eine Unter-
stützung des Lernens durch Anpassung des Lernangebots an die aktuelle Situation der
Lernenden ab. Die in diesem Beitrag verwendete Bezeichnung personalisierte und adap-
tive Lernumgebungen bezieht sich somit auf KI-basierte, digitale Lernsysteme, die konti-
nuierlich Informationen über Lernende, den Lernprozess sowie die Lernumgebung
sammeln und analysieren, um das Lernangebot an die individuellen Voraussetzungen
und Bedürfnisse der Lernenden anzupassen und Lernen fortlaufend zu unterstützen
(Gašević, Dawson & Siemens, 2015; Ifenthaler, 2015; Wozniak, 2020). Personalisierte
und adaptive Lernumgebungen funktionieren nach dem gleichen Prinzip wie Online-
shopping-Plattformen und Streamingportale. Anbieter wie Amazon oder Netflix sam-
meln riesige Mengen an Nutzerdaten, die durch spezielle Algorithmen geleitet wer-
den, um Nutzenden personalisierte Werbung und Produktvorschläge zu präsentieren.
Nach demselben Prinzip sammeln personalisierte und adaptive Lernumgebungen rie-
sige Mengen an Bildungsdaten, um Lernverhalten zu analysieren, das Lernangebot
automatisch an die individuelle Situation der Lernenden anzupassen und den Lernpro-
zess dadurch effizienter zu gestalten sowie den Lernerfolg zu optimieren (Roberts-Ma-
honey, Means & Garrison, 2016; Wozniak, 2020).

Die Anwendungsmöglichkeiten und Funktionen von personalisierten und adapti-
ven Lernumgebungen sind vielseitig. So können beispielweise Lerninhalte und Lern-
materialien wie spezielle Übungen, Videos oder Texte an die jeweiligen Interessen und
Präferenzen sowie den aktuellen Wissenstand der Lernenden angepasst werden (Hsu,
Hwang & Chang, 2013; Huberth, Chen, Tritz & McKay, 2015; Zawacki-Richter et al.,
2019). Personalisierte Nutzeroberflächen, adaptives Feedback sowie personalisierte
Lernpfade und Lernzielempfehlungen, angepasst an die jeweiligen Voraussetzungen
und Bedürfnisse der Lernenden, stellen weitere mögliche Funktionen personalisierter
und adaptiver Lernumgebungen dar (Ley, Kump & Gerdenitsch, 2010; Schumacher &
Ifenthaler, 2021). Personalisierte und adaptive Lernumgebungen können berufstätige
Lernende dabei unterstützen, ihre Karriere und persönliche Entwicklung zu planen,
indem sie Empfehlungen hinsichtlich zu erwerbender Kompetenzen geben sowie ge-
eignete Lerninhalte vorschlagen (Xie et al., 2019; Zawacki-Richter et al., 2019).

Ein Potenzial personalisierter und adaptiver Lernumgebungen liegt darüber hi-
naus in der Unterstützung von informellem Lernen am Arbeitsplatz (Schumacher,
2018). Im Arbeitskontext ist Lernen nicht nur auf formale Weiterbildungsangebote
begrenzt, sondern findet häufig auf informellem Wege während der Arbeit statt.
Wenn Arbeitnehmende Aufgaben bearbeiten, Probleme lösen oder mit Teammitglie-
dern interagieren, erweitern sie (häufig unbewusst) ihr Wissen und ihre Kompeten-
zen. Der Arbeitsalltag selbst bietet viele Möglichkeiten des Lernens (Manuti et al.,
2015; Tynjälä, 2008). Da informelles Lernen häufig spontan und unbewusst auftritt, ist
es schwer, informelle Lernprozesse und deren Qualität zu erfassen (Manuti et al.,
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2015; Schumacher, 2018). Durch die zunehmende Verwendung digitaler Medien und
Technologien am Arbeitsplatz können jedoch nützliche Daten aus dem Arbeitsalltag
(z. B. Onlinerecherchen, Aktivitäten auf sozialen Netzwerken, Kalendereinträge) ge-
sammelt und von personalisierten und adaptiven Lernumgebungen genutzt werden,
um informelles Lernen am Arbeitsplatz zu unterstützen. Wenn Arbeitnehmende bei
der Bearbeitung einer Aufgabe mit einem Problem konfrontiert werden (was durch
Suchen in Google oder internen Wikis angezeigt werden könnte), könnten personali-
sierte und adaptive Lernumgebungen geeignete Lernmaterialien oder Teammitglieder
im Unternehmen vorschlagen, die mit diesem Problem bereits Erfahrungen gemacht
haben und somit weiterhelfen könnten. Eine solche Unterstützung von informellem
Lernen setzt jedoch eine Verknüpfung unterschiedlicher digitaler Lern- und Arbeits-
systeme voraus (Schumacher, 2018).

3 Aktueller Stand der Forschung und empirische Evidenz

Forschungsbeiträge zu personalisierten und adaptiven Lernumgebungen für die On-
lineweiterbildung liegen nur vereinzelt vor (Seufert et al., 2021). Daher werden aktuell
robuste empirische Befunde aus den Bereichen der Hochschulforschung und angren-
zenden Kontexten auf die Forschung und Praxis der Onlineweiterbildung übertragen.
Vorliegende Forschungsarbeiten fokussieren den Einsatz unterschiedlicher Werk-
zeuge (z. B. Netzwerkanalysetools, Dashboards; Atif, Richards, Bilgin & Marrone,
2013), reflektieren internationale Praxiserfahrungen (z. B. Erfolgsfaktoren von Maß-
nahmen; Sclater, Peasgood & Mullan, 2016), analysieren institutionelle Rahmenbedin-
gungen (z. B. Veränderungsmanagement; Buckingham, Shum & McKay, 2018) und
empfehlen administrative Regularien (z. B. Datenschutzbestimmungen; Tsai et al.,
2018). Erste systematische Übersichtsarbeiten zu KI-unterstützten personalisierten
und adaptiven Lernumgebungen formulieren Gelingensbedingungen zur Organisa-
tionsentwicklung (z. B. Weiterbildung von Stakeholdern; Ferguson et al., 2016), identi-
fizieren offene Forschungsbereiche (z. B. faire Algorithmen; Papamitsiou & Economi-
des, 2014) und prüfen die Effizienz von KI-basierten Interventionen (z. B. Feedback-
und Unterstützungsmaßnahmen; Larrabee Sønderlund, Hughes & Smith, 2019).

3.1 Learning Analytics
Der Forschungsbereich um Datenanalysen und Algorithmen im Kontext der Bildung
wird seit nahezu einer Dekade als Learning Analytics bezeichnet. Learning Analytics
verwenden statische Daten von Lernenden und dynamische, in Lernumgebungen ge-
sammelte Daten über Aktivitäten (und den Kontext) von Lernenden, um diese in na-
hezu Echtzeit zu analysieren und zu visualisieren, mit dem Ziel der Modellierung und
Unterstützung von Lern- und Lehrprozessen sowie Lernumgebungen (Ifenthaler,
2015). Eine der Prämissen um Learning Analytics geht davon aus, dass Indikatoren,
welche zum Erfolg von Lernenden beitragen sowie die Entscheidung von Lernenden,
einen Lernprozess abzubrechen, vielfältig und komplex sind (Tinto, 1997; 2005). Es
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lassen sich soziodemografische Indikatoren der Lernenden (z. B. Geschlecht, ethni-
sche Zugehörigkeit, familiärer Hintergrund), kognitive Fähigkeiten und frühere aka-
demische Leistungen (z. B. Notendurchschnitt), individuelle Eigenschaften (z. B. Per-
sönlichkeitsmerkmale), aktives Lernen und Aufmerksamkeit sowie Umweltfaktoren
im Zusammenhang mit Unterstützungsmaßnahmen identifizieren (Bijsmans &
Schakel, 2018; Brahm, Jenert & Wagner, 2017; Mah & Ifenthaler, 2020; Remedios,
Clarke & Hawthorne, 2008; Tinto, 2017). In der Berufs- und Wirtschaftspädagogik wer-
den weitere Konzepte analysiert, wie z. B. Gründe für einen Abbruch der Berufsausbil-
dung (Beinke, 2011; Schöngen, 2003; Schuster, 2016) sowie informelle Lerngelegenhei-
ten (Schumacher, 2018). Möglichkeiten, umfassende Daten für die o. g. Indikatoren zu
sammeln und zu speichern und sie in einer (nahezu) Echtzeitanalyse zu kombinieren,
eröffnen erweiterte Zugänge, um personalisierte und adaptive Interventionen zur Un-
terstützung des Lernerfolgs umzusetzen (Fuchs, Henning & Hartmann, 2016; Ifentha-
ler & Yau, 2020; Pistilli & Arnold, 2010).

3.2 Anwendung und Wirksamkeit von Learning Analytics für die
Hochschulbildung

Anfängliche Learning-Analytics-Anwendungen beschränkten sich auf die Analyse von
Trace-Data (Logfiles) oder Web-Statistiken, um das Verhalten von Lernenden in On-
linelernumgebungen zu beschreiben (Veenman, 2013). Inzwischen werden zuneh-
mend Machine-Learning-Ansätze wie z. B. Support Vector Machines (Christmann &
Steinwart, 2008), Random Forest (Breiman, 2001) und Decision Tree (Quinlan, 1986)
verwendet. Zusätzlich werden Netzwerkanalysen für die Identifikation sozialer Inter-
aktionen (Gašević, Joksimović, Eagan & Shaffer, 2019) oder zur Optimierung curricula-
rer Planungen (Ifenthaler, Gibson & Dobozy, 2018) herangezogen. Auch semantische
Analysen (Natural Language Processing; NLP) und damit verbundenes informatives
Feedback in Echtzeit finden zunehmend mehr Anwendung im Kontext von Learning
Analytics (Gurevych & Kim, 2013; Ifenthaler, 2014). Aktuelle Entwicklungen um
Learning Analytics fokussieren auf (a) die Verbesserung des Lernens und der Motiva-
tion der Lernenden und damit verbunden die Reduktion von Abbrecherquoten (oder
deren Inaktivität) (Colvin et al., 2015; Glick et al., 2019; Hinkelmann & Jordine, 2019;
Mah, 2016) und auf (b) die Unterstützung bzw. Optimierung von Lern- und Lehrpro-
zessen, indem personalisierte und adaptive Lernpfade sowie -hilfen zur Erreichung
bestimmter vorgegebener oder selbst gesetzter Ziele bereitgestellt werden (Dawson,
Tan & McWilliam, 2011; Gašević, Jovanovic, Pardo & Dawson, 2017; Ifenthaler, 2011;
Ifenthaler, Mah & Yau, 2019).

Forschungsarbeiten aus dem Bereich der Hochschulbildung zeigen die Wirksam-
keit von Learning-Analytics-Anwendungen hinsichtlich der Reduzierung von Studien-
abbrüchen, der Verbesserung von Notendurchschnitten sowie selbstreguliertem Ler-
nen (Larrabee Sønderlund et al., 2019; Sclater et al., 2016). Allerdings unterliegen diese
Forschungsarbeiten methodischen Limitationen (z. B. fehlende Kontrollgruppe, un-
zureichende Operationalisierung der untersuchten Konstrukte, begrenzter Stichpro-
benumfang) und somit fehlen weitestgehend robuste Erkenntnisse hinsichtlich der
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Effektivität und Wirksamkeit von Learning Analytics zur Unterstützung von Lern-
erfolg (Ifenthaler & Yau, 2020; Larrabee Sønderlund et al., 2019; Suchithra, Vaidhedi &
Iyer, 2015). Zudem liegt der Fokus bisheriger Forschungsarbeiten primär darin, mit-
hilfe spezifischer Indikatoren den Lernerfolg vorherzusagen und gefährdete Lernende
(z. B. Lernende, die den Kurs sehr wahrscheinlich abbrechen werden) zu identifizie-
ren. Nur wenige Forschungsarbeiten beschäftigen sich mit konkreten Interventions-
strategien, mithilfe derer gefährdete Lernende gezielt unterstützt werden können
(Ifenthaler & Yau, 2020; Larrabee Sønderlund et al., 2019).

Die Befunde einer aktuellen systematischen Übersichtsarbeit mit über 6.000 ge-
sichteten Publikationen zeigen (Ifenthaler & Yau, 2020), dass Learning Analytics als
datengestützte Methoden zur Erkennung von Risikosituationen in Verbindung mit
Lernerfolg eingesetzt werden können (Chai & Gibson, 2015; Hinkelmann & Jordine,
2019; Okubo, Yamashita, Shimada & Ogata, 2017; Rogers, Colvin & Chiera, 2014). Trotz
robuster analytischer Befunde fehlen an den betreffenden Bildungseinrichtungen je-
doch umfassende pädagogische Unterstützungssysteme, um auf die individuellen Be-
darfe der durch Learning-Analytics-Systeme identifizierten Lernenden einzugehen
(Mah, 2016; Viberg, Hatakka, Bälter & Mavroudi, 2018). Als konkrete Interventions-
strategien konnten in bisherigen Forschungsarbeiten hauptsächlich visuelle Signale
und andere Dashboard-Merkmale identifiziert werden, die gefährdete Lernende über
ihren Risikostatus informieren (Ifenthaler & Yau, 2020; Larrabee Sønderlund et al.,
2019). Aus pädagogischer Sicht sind jedoch diese Dashboard-Elemente nur einge-
schränkt wirkungsvoll (Bodily et al., 2018; Schumacher & Ifenthaler, 2018a; Sedra-
kyan, Mannens & Verbert, 2018). Demzufolge sollten Learning-Analytics-Dashboards
informative Rückmeldefunktionen enthalten und durch Lernende selbst personali-
sierbar sein (Kokoç & Altun, 2019; Roberts, Howell & Seaman, 2017). Auch werden
Learning-Analytics-Interventionen gefordert, welche adaptive Lernpfade empfehlen
und ermutigende Interventionen vorschlagen, um Lernende zum Lernerfolg zu füh-
ren (Howell, Roberts & Mancini, 2018; Schumacher & Ifenthaler, 2018b).

In einer vertiefenden Analyse aus N = 49 Studien konnten fünf spezifische Indika-
torengruppen für Learning-Analytics-Anwendungen in der Hochschulbildung identi-
fiziert werden (Yau & Ifenthaler, 2020):

1. Für die Unterstützung bzw. Vorhersage von aufgabenbezogener Lernleistung
werden in den vorliegenden Studien Indikatoren aus dem Lernprozessprofil (z. B.
Zugriff auf Lernartefakte/-materialen, Ergebnisse aus Selbsttests) verwendet.

2. Für die Unterstützung bzw. Vorhersage von Persistenz beim Lernen werden so-
wohl Indikatoren aus dem Lernendenprofil (z. B. historische akademische Leis-
tungen, demografische Informationen, Lernbelastung) als auch aus dem Lern-
prozessprofil (z. B. Zugriffshäufigkeiten, Diskussionsbeiträge, Testergebnisse)
herangezogen.

3. Für die Unterstützung bzw. Vorhersage von Risikosituationen werden Indikato-
ren aus dem Lernendenprofil (z. B. historische akademische Leistungen, demo-
grafische Informationen, Interesse, Motivation, Wahlverhalten), dem Lernpro-
zessprofil (z. B. Zugriffshäufigkeiten, Diskussionsbeiträge, Testergebnisse) und
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dem Curriculumprofil (z. B. Struktur der Lernumgebung, summative Evalua-
tion) verwendet.

4. Für die Unterstützung bzw. Vorhersage von individueller Lernperformanz kom-
men Indikatoren aus dem Lernendenprofil (z. B. historische akademische Leis-
tungen, demografische Informationen) und dem Lernprozessprofil (z. B. Zu-
griffshäufigkeiten, Diskussionsbeiträge, Testergebnisse) zur Anwendung.

5. Für die Unterstützung bzw. Vorhersage von Erfolgszuversicht in Kursen oder
Programmen werden Indikatoren aus dem Lernendenprofil (z. B. historische
akademische Leistungen, demografische Informationen) und dem Lernprozess-
profil (z. B. Zugriffshäufigkeiten, Diskussionsbeiträge, Testergebnisse) verwen-
det.

Die Übersicht lässt erkennen, dass spezifische Learning-Analytics-Indikatoren für un-
terschiedliche Learning-Analytics-Anwendungen geeignet sind. Dennoch erscheint
es wichtig, dass die Learning-Analytics-Indikatoren den Kontext der Datenerhebung
bzw. -analyse berücksichtigen, um valide Analyseergebnisse für Unterstützungen und
Empfehlungen zu erreichen (Gašević, Dawson, Rogers & Gasevic, 2016; Ifenthaler &
Widanapathirana, 2014).

4 Indikatoren für personalisierte und adaptive
Lernumgebungen für Onlineweiterbildung

Um Learning-Analytics-Anwendungen sowie personalisierte und adaptive Lernumge-
bungen für Onlineweiterbildung zu entwickeln, müssen zunächst zuverlässige Indi-
katoren für die Anwendung im Arbeitskontext identifiziert werden (Gašević et al.,
2016; Ifenthaler & Yau, 2020). Die oben diskutierten Forschungsbeiträge aus dem Be-
reich der Hochschulbildung können hierzu als nützliche Ausgangsbasis dienen, soll-
ten allerdings nur unter Vorbehalt auf den Arbeitskontext angewendet werden. Da
sich Lernen im Arbeitskontext in mehreren Facetten vom Lernen in der formalen
Hochschulbildung unterscheidet (Tynjälä, 2008), bleibt unklar, inwiefern sich die in
bisherigen Forschungsbeiträgen aus dem Bereich der Hochschulbildung identifizier-
ten Indikatoren auf den Arbeitskontext übertragen lassen. Indikatoren für Learning-
Analytics-Anwendungen sowie personalisierte und adaptive Lernumgebungen sind
kontextabhängig und können je nach Kontext der Datenerhebung bzw. -analyse eine
unterschiedliche Bedeutung und Relevanz haben (Gašević et al., 2016; Ifenthaler &
Widanapathirana, 2014).

4.1 Relevanz theoriegeleiteter Indikatoren
Neben dem Fokus auf die Hochschulbildung stellt die fehlende Einbettung in pädago-
gische Theorien eine weitere Einschränkung bisher entwickelter Learning-Analytics-
Anwendungen dar. Bisher entwickelte Learning-Analytics-Anwendungen konzentrie-
ren sich auf datengetriebene Ansätze und die Analyse von Trace-Data (z. B. Lerndauer,
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Zugriff auf Lernmaterialien) zur Identifikation zuverlässiger Indikatoren. Pädagogi-
sche Theorien und Ergebnisse aus empirisch-pädagogischen Studien wurden bislang
nur unzureichend berücksichtigt (Gašević et al., 2015; Zawacki-Richter et al., 2019).
Forschende erkennen jedoch zunehmend das Potenzial theoriegeleiteter Indikatoren.
Pädagogische Theorien können grundlegende Mechanismen des Lernens erklären
und erleichtern damit die Interpretation von Forschungsergebnissen sowie die Ent-
wicklung wirksamer Interventionen zur Unterstützung von Lernerfolg (Gašević et al.,
2016; Gašević et al., 2015). Eine bekannte Problematik KI-basierter Technologien liegt
in der Komplexität der zugrunde liegenden Algorithmen und statistischen Modelle
(Blackbox). Vorhersagen und Empfehlungen KI-unterstützter personalisierter und
adaptiver Lernumgebungen sind daher schwer nachvollziehbar und können zu uner-
wartetem Verhalten führen oder einzelne Personengruppen diskriminieren (Dignum,
2017; Prinsloo & Slade, 2014). Die Verwendung theoriegeleiteter, pädagogisch relevan-
ter Indikatoren kann dabei helfen, KI-basierte Vorhersagen und Empfehlungen zu
erklären, und damit die Transparenz und Vertrauenswürdigkeit von personalisierten
und adaptiven Lernumgebungen erhöhen (Gašević et al., 2016; Ifenthaler & Schuma-
cher, 2016).

Im Folgenden werden nun zwei Indikatorengruppen vorgestellt, die sich aus päda-
gogischen Theorien und empirisch-pädagogischen Befunden ableiten lassen und in bis-
herigen Learning-Analytics-Anwendungen nur unzureichend berücksichtigt wurden
(Yau & Ifenthaler, 2020): das Lernumfeld und die dynamischen Lernziele. Diese beiden
Indikatorengruppen stellen einen ersten Ansatz zur Identifikation theoriegeleiteter In-
dikatoren für personalisierte und adaptive Lernumgebungen für Onlineweiterbildun-
gen dar. Dabei soll nicht ausgeschlossen werden, dass weitere Indikatorengruppen für
den Kontext der Onlineweiterbildung ebenfalls eine Rolle spielen.

Lernumfeld
Konstruktivistische Lerntheorien beschreiben Lernen als individuellen Prozess, bei
dem Lernende Wissen u. a. in Interaktion mit ihrer äußeren Umgebung konstruieren
(Bada, 2015; Winne & Hadwin, 1998). Demnach stellt das Lernumfeld eine aus päda-
gogischer Sicht relevante Indikatorengruppe für personalisierte und adaptive Lern-
umgebungen dar. Winne und Hadwin (1998) postulieren, dass das Lernumfeld sich
durch verschiedene interne (z. B. kognitive Fähigkeiten, Emotionen) und externe (z. B.
Kursmerkmale, Lernort und -zeit) Bedingungen auszeichnet, die die Entscheidungen
und Verhaltensweisen der Lernenden beeinflussen. Nach Winne (2010) ist das Lern-
umfeld daher für das Verständnis von Lernprozessen wesentlich und Daten können
Lernen nur dann angemessen darstellen, wenn sie Informationen über das interne
und externe Lernumfeld enthalten. Vereinzelte empirisch-pädagogische Studien aus
dem Arbeitskontext zeigen darüber hinaus, dass Indikatoren des internen und exter-
nen Lernumfelds wie Emotionen (z. B. Angst, Freude, Stolz), Kursmerkmale (z. B.
Schwierigkeitsniveau) oder Merkmale des Jobs (z. B. Branche, berufliche Stellung)
Lernverhalten und -erfolg sowie Zufriedenheit mit dem Lernprozess vorhersagen
können (Lee et al., 2021; Zhou, Mao & Tang, 2020). Informationen über das interne
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und externe Lernumfeld sollten von personalisierten und adaptiven Lernumgebun-
gen daher genutzt werden, um Lernprozesse zu verstehen und gezielt zu unterstützen
(Gašević et al., 2016; Winne, 2010). Vor allem das externe Lernumfeld wurde in bishe-
rigen Learning-Analytics-Anwendungen allerdings nur begrenzt berücksichtigt
(Yau & Ifenthaler, 2020).

Dynamische Lernziele
Lernziele sind gewünschte Ergebnisse oder Soll-Zustände, die Lernende in der Weiter-
bildung anstreben. Nach Lockes und Lathams Zielsetzungstheorie wirken sich Ziele
positiv auf Leistung aus, indem sie Aufmerksamkeit auf relevante Aufgaben lenken
sowie Energie und Ausdauer erhöhen (Locke & Latham, 2002). Empirische Studien
sprechen für die Annahmen der Zielsetzungstheorie und zeigen, dass bestimmte
Merkmale von Lernzielen (z. B. Zielbindung, intrinsisch definierte vs. extern gesetzte
Ziele) sich unterschiedlich auf Lernerfolg und -leistung auswirken können (Erez, Early
& Hulin 1985; Neubert, 1998; Seijts & Latham, 2011). Informationen über Lernziele
sollten daher von personalisierten und adaptiven Lernumgebungen berücksichtigt
werden, um Lernprozesse und -erfolg zu unterstützen. Unterschiedliche Lernziele er-
fordern unterschiedliche Lernmaterialien und unterschiedliche Interventionen zur
Unterstützung des Lernens. Lernende, die freiwillig und aus reinem Interesse an einer
Weiterbildung teilnehmen, schätzen womöglich herausfordernde Aufgaben sowie
eine breite Auswahl an unterschiedlichen Lernmaterialien (Buder & Schwind, 2012;
Rigolizzo, 2019). Bei Lernenden, die auf Anordnung von Vorgesetzten an einer Weiter-
bildung teilnehmen, um eine spezifische im Arbeitsalltag benötigte Kompetenz zu er-
werben, sollte die Auswahl der Lernmaterialien dahingegen auf den Erwerb dieser spe-
zifischen Kompetenz fokussieren (Tavakoli, Faraji, Molavi, Mol & Kismihók, 2022). In
der Onlineweiterbildung können Lernziele dabei sowohl intrinsisch definiert (z. B. Ler-
nen aus Interesse, persönliche Weiterbildung) als auch extern gesetzt (z. B. Vorgaben
durch Vorgesetzte, organisationale Anforderungen) sein (Fitzpatrick, Hayes, Naugh-
ton & Ezhova, 2021; Lemmetty, 2021). Aufgrund der sich ständig ändernden Arbeitsan-
forderungen sind Lernziele darüber hinaus nicht fix gesetzt, sondern dynamischer Na-
tur und können sich im Laufe des Weiterbildungsprozesses ändern (Manuti et al.,
2015).

4.2 Herausforderungen
Neben der Identifikation zuverlässiger Indikatoren stellt sich die Frage, wie diese von
personalisierten und adaptiven Lernumgebungen valide gemessen werden können. Vor
allem die Erhebung interner Indikatoren wie Emotionen oder Motivation sowie die Ver-
änderung von Lernzielen stellt Forschende dabei vor Herausforderungen (Di Mitri,
Schneider, Specht & Drachsler, 2018). Explizite Messverfahren wie Fragebögen ermög-
lichen die Erhebung von Indikatoren durch direktes Befragen der Lernenden, können
den Lernprozess aber auch stören und beeinträchtigen. Aktuelle Forschungsbeiträge
widmen sich daher der Erhebung interner Indikatoren durch implizite Messverfahren
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wie die Analyse von Klickverhalten oder Forumeinträgen (Azevedo & Gašević, 2019;
Xing, Tang & Pei, 2019).

Weitere Herausforderungen bei der Implementation personalisierter und adapti-
ver Lernumgebungen sind ethische Bedenken und Datenschutz (Ifenthaler & Schu-
macher, 2016). Lernende in personalisierten und adaptiven Lernumgebungen könnten
sich durch die kontinuierliche Datenerhebung bzw. -analyse manipuliert und über-
wacht fühlen sowie den Lernprozess als wenig selbstbestimmt wahrnehmen, was sich
negativ auf die Lernmotivation auswirken kann (Deci, Ryan & Williams, 1996; Schu-
macher, 2018; Tsai et al., 2018). Aktuelle Forschungsbeiträge plädieren daher für ein
vorheriges Einverständnis der Lernenden sowie die Möglichkeit, dass Lernende selbst
entscheiden können, welche Daten erhoben und analysiert werden (Kinshuk, 2016).
Eine solche Opt-in-Option kann allerdings eine unzureichende Datengrundlage zur
Folge haben und damit zu Verzerrungen in KI-basierten Vorhersagen und Entschei-
dungen führen (Tsai et al., 2018). Um die Akzeptanz einer kontinuierlichen Daten-
erhebung bzw. -analyse unter den Lernenden zu erhöhen, spielt Transparenz daher
eine entscheidende Rolle. Lernende sollten genau darüber informiert werden, welche
Daten wie erhoben und gespeichert werden, welche Personen Zugriff auf die Daten
erhalten sowie welche Analysen KI-basierten Entscheidungen zugrunde liegen (Ifen-
thaler & Schumacher, 2016).

5 Fazit

Umfangreiche Forschungsarbeiten mit Schwerpunkt in der Hochschulbildung zei-
gen das Potenzial personalisierter und adaptiver Lernumgebungen hinsichtlich ver-
bessertem Lernerfolg, der Reduzierung von Studienabbrüchen oder der gezielten Un-
terstützung von Lernprozessen (z. B. Larrabee Sønderlund et al., 2019; Ifenthaler &
Yau, 2020; Sclater et al., 2016; Tsai et al., 2018). Im Bereich der Onlineweiterbildung
liegen jedoch unzureichende Befunde im Hinblick auf die Wirksamkeit und Imple-
mentierung von personalisierten und adaptiven Lernumgebungen vor (Giacumo et al.,
2018; Schumacher, 2018).

Aufgrund von Heterogenität der aktuellen Wissensstände, individuell bevorzug-
ter Lernstrategien als auch der dynamisch veränderlichen Lernziele der Lernenden
sind herkömmliche Lernplattformen häufig nicht flexibel genug, um den individuel-
len Anforderungen der beruflichen Onlineweiterbildung gerecht zu werden. Ein
Kernproblem beim Einsatz von KI in der Onlineweiterbildung ist die Kontextabhän-
gigkeit, Fragmentierung und Verzerrung verfügbarer Daten (Gašević et al., 2015). KI-
basierte Entscheidungen, welche aus umfangreichen Trainingsdaten hervorgehen,
können bei unzureichender Datengrundlage und mangelnder Transparenz zu Einsei-
tigkeiten oder Befangenheiten führen. Eine Diskriminierung von Personen durch KI-
Systeme ist somit nicht auszuschließen (Prinsloo & Slade, 2014). Folglich sind holisti-
sche KI-Systeme, die theoretisch fundierte und transparente Datenanalysen mit
pädagogisch relevanten Indikatoren und verlässlichen Interventionen ermöglichen,
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Ziel aktueller Forschungs- und Entwicklungsarbeiten. Dabei ist zu erwarten, dass
neben bereits bestehenden datenschutzrechtlichen Standards auch ethische Leitprin-
zipien zum Austausch und der Analyse von Daten aus dem Onlineweiterbildungs-
kontext weiterentwickelt werden (West, Huijser & Heath, 2016; Willis, Slade & Prins-
loo, 2016).

Das Projekt “Kontextbasierte und adaptive Maßnahmen für effektive Lernun-
terstützung in der Onlineweiterbildung” (KAMAELEON; https://www.bwl.uni-ma
nnheim.de/ifenthaler/forschung/kamaeleon-kontextbasierte-und-adaptive-massnahm
en-fuer-effektive-lernunterstuetzung-in-der-online-weiterbildung/) setzt an der For-
schungs- und Implementationslücke personalisierter und adaptiver Lernumgebungen
im Bereich der Onlineweiterbildung an. Unter Berücksichtigung der heterogenen Vo-
raussetzungen und flexiblen Bedingungen von Weiterbildungsprozessen sowie der
Dynamik von Weiterbildungszielen fokussiert das Projekt auf die Entwicklung und Er-
forschung von KI-basierten Personalisierungsansätzen mittels der edyoucated-Lern-
plattform, einer Online-Lernplattform für personalisierte berufliche Weiterbildung
(https://www.edyoucated.org/).
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